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7 そのがのそくしｎ 

 

 

 

 

１．はじめに 

AI は、いまや研究の現場にも深く入り込ん

でいる。実際、筆者が共同研究者として関わ

った研究の一つに、AI の一種である敵対的生

成ネットワーク（GAN）注１）を用いて、模擬

的な地震動を生成する試みがある。その共同

研究で、後輩が初めて GAN によって模擬地

震動を作り出したとき、筆者は本物と見分け

がつかないことに驚かされた。波形一つひと

つの自然さだけでなく、生み出される地震動

の多様性までもが、衝撃的なほどであった。

ところが、生成された波形を、ゆっくりした

揺れから細かく速い揺れまで、周期ごとの成

分に分けて調べてみると、本物にはない偏り

が見えてきた。長い周期（ゆっくりした揺れ）

の成分が不自然に強く出ていたり、短い周期

（速い揺れ）の側でも特定の成分が過剰に含

まれていたりしたのである。波形を眺めるだ

けでは本物と見分けがつかないのに、その中

身まで立ち入ると、工学的にそのまま利用す

るにはなお課題が残っていた。その後、こう

した偏りを取り除くための研究が重ねられた。

研究現場で AI を使っていると、こうした場面

にしばしば出会う。AI は確かに強力であるが、

決して万能ではない。本稿は、この素朴な実

感を出発点としている。 

近年、AI という言葉を目にしない日はほと

んどない。生成 AI や画像生成をはじめ、さま

ざまな場面でその可能性が語られ、特に大規

模言語モデルの登場以降、AI は専門家だけの

技術ではなく、多くの人が日常的に触れる道

具になりつつある。気がつけば AI は、仕事や

研究だけでなく、日々の生活の内側にまで静

かに入り込みつつある。 

一方で、メディアを通して AI について耳に

する話の多くは、AI によって事業を進める企

業、投資家、あるいは AI そのものを研究する

研究者など、AI の発展や普及と強く関わる立

場から語られている。もちろん、それらの議

論が誤っているわけではない。実際に AI は急

速に発展し、社会や研究のあり方に大きな影

響を与えつつある。しかし、その語り口には、

どうしても期待や可能性が強調されやすい面

がある。 

筆者自身は、AI を推し進める側の人間では

ない。博士課程を終えるまで、研究に生成 AI

を用いることのなかった、いわば最後の世代

にあたる。その一方で、大学で教える立場に

なってからは、生成 AI を当たり前のように使

う学生を指導する、最初の世代でもある。さ

らに研究面では、建築・構造工学の分野で、

地震時の構造物の耐震性能評価や、観測デー

タを用いた構造モデルの更新などに、AI や機

械学習を実際の研究手法として用いている。

つまり筆者は、AI を使わずに学び、AI を使う

世代を導き、自らも研究に AI を使うという、

いくつかの立場の境目に立っている。ただし、

AI そのものを開発する専門家でもなければ、

その普及によって直接の利益を得る立場でも

ない。 

こうした位置から見ると、AI は万能な存在

ではない。むしろ、強力であると同時に、扱

える範囲や前提条件に強く左右される、デー

タと数式の上に成り立つモデルである。した

がって本稿で述べる AI も、社会全体を一挙に

変える万能技術としての AI ではなく、研究や

設計の現場で、計算、推定、判断を支援する

道具としての AI である。その意味で本稿は、

AI の可能性を過度に強調するものでも、逆に

その危うさだけを指摘するものでもない。研

究現場で実際に AI を使う中で感じられる便

利さ、難しさ、そして人間の専門知がなお必

要とされる場面を、できるだけ冷静に見つめ

てみたい。 

AI に向き合う多くの人にとって大切なの

は、必ずしも全員が最先端に立つことではな

いように思う。むしろ、急速に変化する流れ

に遅れないようにしながらも、一度立ち止ま

り、何が本当に変わりつつあるのか、何を AI

に任せるべきで、何を人間や専門知の側に残

７．研究現場からみたAI 活用の実情と課題 

－ AIに何を任せ、何を人間が考えるのか － 
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すべきなのかを考える姿勢が重要ではないだ

ろうか。そうした意味で本稿は、AI そのもの

を専門とする読者に向けたものというより、

AI の専門家ではないけれども、それぞれの分

野で AI とどう向き合うかを考えている読者

を念頭に置いている。分野が違っても、こう

した問いは、共通しているはずだからである。 

本稿は、AI をいかに導入し、いかに広く普及

させるかを論じるものではない。むしろ、研

究現場で AI を使うときに何が便利で、どこに

限界があり、専門知や人間の判断がどのよう

な場面で必要になるのかを整理するものであ

る。AI の活用のあり方は分野や現場によって

異なるからこそ、本稿も、建築・構造工学の

研究現場から見た一つの報告として位置づけ

たい。 

以下では、AI が研究や業務の一部を実質的

に担う場面に注目し、AI が何を可能にして何

を苦手とするのか、そのうえで何を AI に任せ、

何を人間が考えるべきかを、順に考えていき

たい。 

 

２．「AI を使う」ことの二つの側面 

AI の使われ方は実際には非常に多様であ

り、単純に二つに分けきれるものではない。

文章生成、画像生成、自動運転、医療支援な

ど、AI はすでに多くの領域に入り込んでいる。

しかし本稿では、議論を見通しよくするため

に、AI の使い方を、機能の種類ではなく、AI

が仕事や研究の中でどのような位置を占める

かという観点から整理したい。一つは、人間

の作業を支援し、効率を高める補助道具とし

ての AI であり、もう一つは、専門分野の判断

や研究・業務の一部を担い、その出力やモデ

ルそのものが検証すべき成果物となる AI で

ある。 

もちろん、これは厳密な分類ではない。AI

をめぐる議論では、文章作成を助ける AI も、

構造物の応答を予測する AI も、同じ「AI を

使う」という一言で語られることが多い。し

かし両者では、出力の扱い方、求められる正

確さ、責任の所在、検証の方法、そして人間

との関係が異なる。この違いを図１に整理し

た。本稿では、この区別を意識しながら AI

活用を考えていきたい。 

２．１ 補助道具としての AI 

第一は、補助道具としての AI である。文章

作成、翻訳、要約、情報整理、プログラム作

成、資料作成、アイデア出しなどが典型例で

ある。研究者であれば、論文の構成を考える、

英語表現を整える、プログラムのエラーの原

因を探す、文献調査の入口を作る、議論の論

点を整理する、といった場面で用いることが

できる。 

この場合、AI の出力はそれ自体が最終的な

成果物というより、人間が確認し、修正し、

利用するための中間的な材料である。AI が書

いた文章やプログラムがそのまま使えるとは

限らないが、利用者が内容を確認し、自分の

目的に合わせて直すことができれば、作業の

出発点としては十分に役に立つ。ここでは、

出力がなぜそのように生成されたのかを厳密

に説明できることよりも、利用者がその出力

を評価し、必要に応じて修正できることの方

が重要になる。 

この側面の AI は、大規模言語モデルの発展

によって、近年目に見えて性能が向上した。

現在の大規模言語モデルは、文章中の語と語

の関係を効率よく捉える Transformer と呼ば

れる深層学習モデルを基盤とし１）、大量のデ

ータと計算資源を用いた学習によって性能を

高めてきた２）。以前の AI は、特定の作業に

は強いが、柔軟な対話や文脈理解には弱いと

いう印象が強かった。しかし現在の大規模言

語モデルは、自然な文章を生成するだけでな

く、複数の情報を整理し、利用者の意図をく

み取り、プログラムを書き、数式を扱い、時

には数学的な推論を補助することもできる。

文章生成能力が注目されやすいが、数理的な

図１AI 活用の二つの側面 
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構造を扱う能力や、プログラミングを通じて

計算を組み立てる能力も、同じくらい重要で

ある。少なくとも、文章作成、情報整理、プ

ログラミング補助といった日常的な知的作業

の効率が大きく高まったことは、多くの利用

者が実感しているところであろう。 

補助道具としての AI そのものは、本稿が主

に扱う対象ではない。しかし、多くの人が最

初に出会うのはこの側面であり、現在の AI

活用を考える出発点にもなる。そこで一点だ

け、見落とされがちな点に触れておきたい。

すでにある分野の専門性を持つ人にとって、

補助道具としての AI は、専門性を弱めるもの

ではなく、むしろ専門性を前提として作業範

囲を広げる道具になりうる。専門家は、AI の

出力をそのまま受け入れるのではなく、自分

の知識に照らして確認し、必要に応じて修正

できるからである。 

ただし、このことは AI の利用が常に望まし

いという意味ではない。まだ専門的な基礎を

十分に身につけていない段階では、AI が出す

もっともらしい答えが、かえって学習の機会

を奪ったり、誤った理解を固定したりするこ

ともある。AI を当たり前のように使う学生を

指導する世代として、筆者自身もこの点に難

しさを感じている。AI をどの段階で、どのよ

うに使うべきかは、教育の場面における別の

慎重な議論を必要とする。また専門家であっ

ても、倫理的な観点、仕事に対する責任、そ

して自身の長期的な成長という観点から、ど

こまでを AI に任せるのかを個別に判断する

必要がある。 

２．２ 専門的な成果物としての AI 

第二は、専門的な成果物としての AI である。

この場合 AI は、単に作業を速くする補助道具

ではなく、専門分野における判断や研究・業

務の一部を担うモデルそのものになる。その

ため、その出力やモデルの性質は、あとから

人間が修正するための中間的な材料というよ

り、検証されるべき成果物の一部となる。た

とえば、医療画像から病変の可能性を評価す

る、工場の設備異常を検知する、災害時の被

害や避難行動を予測する、といった用途であ

る。筆者の専門に近い例でいえば、地震時の

建物の揺れを予測する、観測データから構造

物の状態を推定する、次に計算すべき条件を

選ぶ、といった使い方が当てはまる。 

このような場面で特に注意すべきなのは、

出来合いのブラックボックス（内部の仕組み

が見えないモデル）をそのまま当てはめ、精

度の良し悪しだけで有効性を判断してしまう

ことである。十分な精度を示すことはもちろ

ん重要だが、専門的な判断の一部として AI

を用いる場合、単に「よく当たる」だけでは

不十分なことが多い。なぜその結果が得られ

たのか、既存の理論や経験的な知見と矛盾し

ていないか、どの範囲まで適用できるのか、

条件が少し変わっても同じように信頼できる

のか。こうした問いに答える必要がある。冒

頭で触れた、見た目には自然なのに周波数特

性に偏りを抱えていた模擬地震動も、こうし

た確認が欠かせないことを示す一例であった。

ブラックボックスとして用いる限り、これら

を説明することは必ずしも容易ではない。 

しかし、研究や実務における AI の役割は、

人間の作業を肩代わりするブラックボックス

にとどまらない。見方を変えれば、AI モデル

は、入力と出力の関係を表す非常に柔軟な関

数（関数近似器）であり、また現象に含まれ

るばらつきを確率分布として表す数理モデル

でもある。入力と出力の複雑な関係を高次元

の関数として近似し、場合によってはその不

確かさまで扱うことができる。この側面に注

目すると、AI は単なる自動化技術ではなく、

複雑な現象を近似し、限られたデータから推

定し、次の実験や解析を計画するための数学

的な道具として位置づけられる。実際、近年

の機械学習や深層学習の背後には、統計学、

確率論、情報理論といった豊かな数理的背景

がある。 

本稿で主に扱うのは、この後者の側面であ

る。すなわち AI を、文章作成や情報整理を助

ける補助道具としてだけでなく、複雑な現象

を近似し、不確かさを評価し、研究や実務に

おける判断を支える数理モデルとして用いる

立場である。この立場では、AI の予測精度だ

けでなく、説明可能性、再現性、適用範囲、

そして既存の理論や工学的知見との整合性が

重要になる。そのためにはまず、AI の能力が

そもそも何の上に成り立っているのかを確認
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しておく必要がある。次章では、この点を考

えたい。 

 

3．AI の可能性を支える前提 

AI について語るとき、「AI によって社会や

仕事のあり方が根本から変わる」といった表

現を目にする。この表現は、ある意味では正

しい。人間が直接扱うには複雑すぎる高次元

のデータの中から関係性を見つけたり、膨大

な候補の中から有望なものを探したりするこ

とは、AI が得意とする領域である。しかし同

時に、この表現は誤解も生みやすい。AI が超

人的な知能によって、学習していない世界の

真理を自由に発見しているわけではないから

である。 

 多くの場合、AI が可能にしているのは、人

間に原理的に不可能なことというより、人間

が行うには時間や費用がかかりすぎること、

あるいは明示的な数式や手順として書き下す

ことが難しいことを、データに基づいて近似

することである。過去の購買履歴から関心を

持ちそうな商品を推薦する、大量の文章から

関連情報を探し出す、医療画像や検査データ

から注意すべき特徴を抽出する、センサーデ

ータから異常の兆候を見つける、といった使

い方がその例である。研究の場面でいえば、

多数の解析結果から応答の傾向を学習する、

複雑な波形から特徴を抽出する、高次元の確

率分布を表現する、膨大な候補の中から有望

な条件を探す、といった使い方がある。 

 ここで重要なのは、AI が何もないところか

ら全く新しい知識を生み出しているというよ

り、学習したデータの範囲に基づいて、もっ

ともらしい出力を構成しているという点であ

る。もちろん、その出力が有用でないという

意味ではない。十分な量と質のデータがあれ

ば、その中に含まれる関係性をうまく取り出

し、人間が扱いやすい形で示せることこそ、

現在の AI の大きな力である。ただしその力は、

どのようなデータを、どの程度の量で学習し、

どのような条件で使うのかに強く依存してい

る。 

 大規模言語モデルは、その分かりやすい例

である。現在の大規模言語モデルは、自然な

文章を生成し、質問に答え、プログラムを書

き、複雑な情報を整理できる。その能力は、

ときに人間の知識や創造性に近いものを獲得

したように見える。しかし、そこから直ちに、

AI が人間には到達できない真理を自由に発

見していると考えるのは、やや飛躍がある。

その背景にあるのは、膨大なテキストやコー

ドを極めて大規模なモデルに学習させるとい

う枠組みである。近年、巨大なデータセンタ

ーや計算資源をめぐる競争が激しくなってい

るのも、基本的には、より多くのデータをよ

り大きなモデルで学習させることが性能向上

につながる、という考え方に支えられている。

もちろん、大規模言語モデルの発展は、学習

方法やモデル構造、推論時の工夫など、さま

ざまな技術的蓄積に支えられており、データ

量とモデル規模だけで説明できるものではな

い。それでも、現在広く使われている AI の多

くが、基本的には学習データから関係性やパ

ターンを獲得し、それを新しい入力に適用す

るものであることに変わりはない。 

 この性質は、AI が信頼できる範囲を見極め

るうえで本質的である。AI は、学習データが

十分にあり、使うときの条件がそのデータの

範囲に近い場合には、非常に高い性能を示す

ことがある。学習した範囲の内側で予測する

ことを内挿、その外側へ踏み出すことを外挿

と呼ぶ。図２に模式的に示すように、内挿の

領域では、AI の予測は真の関係をよく近似す

る。ところが、学習データに含まれていない

条件や、極端な条件、データの分布そのもの

が変化した状況——すなわち外挿の領域——では、

予測が急に不安定になることがある。やっか

いなのは、外挿の領域においても、AI はしば

図２ 内挿と外挿における予測の信頼性 
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しばなめらかで、もっともらしい予測を返し

てくることである。出力の見た目だけからは、

それが信頼できる内挿なのか、危うい外挿な

のかを判別しにくい。 

 この区別は、社会的な影響の大きい専門分

野で AI を用いる場合に、とりわけ重要になる。

過去のデータに対して高い精度を示したから

といって、未知の条件に対しても信頼できる

とは限らない。医療、防災、金融、工学など、

判断の誤りが大きな影響を持ちうる分野では、

AI がどの範囲で学習され、どの条件で使われ

るのかを慎重に確認する必要がある。筆者の

専門に近い建築・構造工学でいえば、ある範

囲の地震動や建物モデルに対して学習した

AI が、まったく異なる地震動、損傷状態、構

造形式に対しても同じように有効であるとは

限らない。したがって AI モデルを用いる際に

は、平均的な予測精度を見るだけでなく、ど

の範囲で学習されたモデルなのか、どの条件

では不確かさが大きいのか、物理的に不自然

な挙動を示していないかを確認する必要があ

る。 

 もちろん、AI をデータの範囲だけに閉じ込

めないための試みも進められている。物理法

則や支配方程式、シミュレーション、専門知

識を、学習やモデル構築に取り入れる方向で

ある。ただしその場合でも、AI が何をデータ

から学習し、何を物理法則や専門知識によっ

て補っているのかを区別して考える必要があ

る。この方向性については、次章以降で具体

的に取り上げたい。 

 要するに、AI はどれほど高度に見えても、

基本的にはデータとモデルの前提の上に成り

立っている。この当たり前の事実は、AI への

期待が高まるほど忘れられやすい。しかし、

AI を過信せず、また必要以上に恐れずに使う

ためには、まず AI がどの範囲で信頼できるの

かを見極めることが欠かせない。この前提に

立ってこそ、単なる流行としてではなく、研

究や実務の中で本当に意味のある AI 活用を

考えることができる。 

 

４．専門分野における AI 活用の課題と方向性 

前章で確認したように、AI が信頼できる範

囲は、どのようなデータをどれだけ学習した

かに強く依存する。本章では、この点を踏ま

え、社会的な影響の大きい専門分野に AI を適

用する場合を考えたい。まず、AI の学習に用

いられるデータの由来と特徴を確認し、その

うえで専門分野で生じる課題を整理する。最

後に、それらの課題に対応するための方向性

として、データと専門知を組み合わせる考え

方について述べる。 

４．１ データの由来と特徴 

専門分野で AI を用いる場合、学習に使われ

るデータは、大きく分けて、①実際の観測か

ら得られるデータ、②実験によって得られる

データ、③数値シミュレーションによって作

るデータの三つがある。観測データは現実の

情報を含む一方で、取得できる量や条件が限

られ、ノイズや欠測を含むことも多い。実験

データは条件をある程度制御できるが、費用

や時間の制約がある。シミュレーションデー

タは条件を変えながら作成できる一方で、あ

くまでモデルに基づくデータであり、現実そ

のものではない。しかも、高忠実度なシミュ

レーションほど、一つのデータを得るための

計算コストは大きくなる。 

このように、データはその由来によって性

質が異なる。大量のデータがあっても、それ

が限られた条件のシミュレーションから作ら

れたものであれば、現実の観測データに対し

て同じように成り立つとは限らない。観測デ

ータであっても、特定の時期、場所、条件に

偏っていれば、対象全体を代表しているとは

限らない。データの量だけでなく、その範囲、

多様性、偏りを確認することが重要である。

一方で、観測データが少なくても、その背後

にある既存の理論や専門知識をうまく利用で

きれば、限られたデータから意味のある推定

が可能になる場合もある。 

４．２ 専門分野における三つの課題 

このようにデータの由来と特徴に目を向け

ると、専門分野に AI を適用する際の課題は、

「データが少ない」という一言だけでは整理

しきれないことが分かる。ここでは、主な課

題を次の三つに分けて考えたい。 

第一は、観測データの不足である。社会的

な影響が大きい現象や、まれにしか起こらな

い極端な条件については、十分な観測データ
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図３ 課題と対応方向性の関係 

を得ることが難しい。通常時のデータは比較

的集めやすい一方で、事故、損傷、破壊、大

災害、極端な荷重条件といった事象は、頻繁

に観測できるものではない。しかし、将来の

リスク評価や、設計・運用上の意思決定にお

いて重要になるのは、まさにそうした条件で

ある。 

第二は、計算と試行のコストである。現実

には観測しにくい条件を、数値シミュレーシ

ョンや実験によって補おうとしても、解析を

高忠実度化するほど、また実験を精密にする

ほど、一回あたりの時間や費用は大きくなる。

そのため、シミュレーションや実験で不足を

補うといっても、無制限に行えるわけではな

い。どの条件を計算・試行し、どの範囲を重

点的に調べるのかを考える必要がある。 

第三は、説明性の要求である。専門分野で

は、AI の平均的な予測精度が高いだけでは十

分ではない。なぜその結果になったのか、ど

の範囲で信頼できるのか、どの条件では注意

が必要なのかを説明できることが重要になる。

とくに、社会的影響の大きい判断に AI を用い

る場合には、結果が一見もっともらしく見え

るだけでは不十分であり、その根拠と限界を

確認できることが求められる。 

建築・構造工学を例にすれば、建物が通常

の範囲で揺れるデータは、観測やシミュレー

ションによってある程度得られる。しかし、

大地震時の強い非線形応答、部材の損傷、構

造物の破壊、想定外の境界条件や劣化状態に

関するデータは限られている。実験ですべて

の条件を再現することは現実的ではなく、実

被害のデータも量や条件が限られる。高忠実

度解析を大量に実行するには計算時間がかか

るため、シミュレーションですべてを補える

わけでもない。三つの課題が、同時に立ちは

だかる典型的な場面である。 

４．３ 課題に対応するための方向性 

これらの課題に対して、近年さまざまな方

向性が検討されている。重要なのは、それぞ

れの方法が、ある一つの課題だけに対応する

わけではないという点である。ここでは、主

に対応する課題と、副次的に関わる課題を区

別しながら、三つの方向性として整理したい。

三者の対応関係を図３にまとめた。 

第一は、既存の理論や専門知を AI の学習に

取り入れる方向性である。これは主に、観測

データの不足と、説明性の要求に対応する。

たとえば、対象とする現象が満たすべき方程

式や制約条件をモデルの学習に組み込み、デ

ータだけでなく既存の理論ともつじつまの合

う結果を得ようとする方法がある。その代表

例が Physics-informed neural network（PINN）

である注２）。一方、専門知識のすべてが明示

的な方程式として書けるわけではない。その

ような場合には、物理的に妥当な範囲や過去

の実績、不確かさに関する情報を事前知識と

して扱い、観測データと組み合わせるベイズ

的な考え方注３）が有効になる。この方法は、

限られたデータから推定を行えるだけでなく、

その推定にどの程度の不確かさが残るのかを

併せて示せる４）。少ないデータからの推定と、

結果の不確かさの提示——この方向性が、デー

タ不足と説明性の双方に関わるゆえんである。 

第二は、シミュレーションを用いて、不足

しているデータを補う方向性である。これは

主に観測データの不足に対応するが、計算と

試行のコストにも部分的に関わる。現実には

取得しにくい条件のデータを、数値解析や仮

想環境の中で生成し、AI の学習や評価に用い

る。強化学習や、シミュレーションで生成し

たデータを用いた fine-tuning も、広い意味

ではこの方向に含まれる。とくに、計算コス

トの低い低忠実度モデルで大まかな関係を学

習しておき、高価な高忠実度解析や実機での

試行を最小限に抑えるという工夫は、データ

不足を補うと同時に、計算・試行のコストを
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軽減することにもつながる。ただし、シミュ

レーションは現実そのものではないため、そ

こで得られた結果をどのように現実と対応づ

けるかが、つねに問われる。 

第三は、代理モデルや縮約モデルによって

計算を効率化する方向性である。これは主に

計算と試行のコストに対応するが、説明性に

も部分的に関わる。高忠実度な実験や数値解

析をすべての条件について行うことが難しい

場合に、必要な部分を軽量な代理モデルで近

似し、限られた計算資源の中で探索や不確か

さ評価を行う。さらに、モデルを低次元化し

たり、重要な変数を整理したりすることは、

現象の見通しをよくし、結果の解釈を助ける

場合がある。計算を軽くするだけでなく、対

象の理解を深める手がかりにもなりうるとい

う点で、この方向性は説明性にも結びついて

いる。 

これら三つの方向性に共通するのは、AI を

データだけに委ねるのではなく、データの不

足、計算・試行のコスト、説明性の要求とい

った専門分野の制約を意識しながら、既存の

理論、シミュレーション、確率モデル、専門

知識と結びつけようとする点である。もちろ

ん、これらを用いればすべての問題が解決す

るわけではない。既存の理論がどの範囲で成

り立つのか、シミュレーションが現実をどこ

まで再現しているのか、代理モデルをどの範

囲まで信頼できるのかといった問いは、依然

として残る。それでも、専門分野で AI を意味

のある形で使うためには、単にデータを集め

てモデルに入力するだけでなく、その分野で

蓄積されてきた知識と AI をどうつなぐかを

考える必要がある。次章では、この方向性を

踏まえ、研究現場における具体的な活用例を

見ていきたい。 

 

５．専門分野における AI 活用の実例 

本章では、前章で整理した課題と方向性を

念頭に置きながら、構造工学分野における二

つの研究例を紹介する。内容はやや専門的に

なるが、注目したいのは個々の手法の詳細で

はなく、AI を単なるブラックボックスの予測

器として用いるのではなく、限られたデータ

や計算コスト、既存の理論や専門知識とどの

ように結びつけているかである。いずれの例

も、図３に示した課題と方向性の対応の中に

位置づけて読むことができる。 

５．１ 転移学習による高忠実度解析の代理

モデル 

第一の例は、地震時の構造物応答を対象と

した代理モデルの研究である５）。建築・構造

工学では、建物が多数の地震動を受けたとき

にどのように揺れるのかを評価することが重

要である。本来は実際の建物から多くの観測

データを得られればよいが、大地震時の応答

や損傷に関する観測データは限られている。

そこで、現実の観測を補う手段として、数値

シミュレーションが重要な役割を担う。 

とくに、建物の損傷や非線形挙動を詳しく

評価するには、有限要素モデルなどの高忠実

度な構造解析モデルを用いた時刻歴応答解析

が有効である。これは、地震動を入力し、建

物の各部材の加速度や変形を時間に沿って計

算する解析である。しかしここで、計算コス

トの問題が生じる。地震リスク評価では、一

つの地震動だけでなく、多数の地震動に対す

る応答を調べる必要があり、しかも高忠実度

なモデルほど、一回の解析に時間がかかる。

「観測データが少ないのでシミュレーション

で補う」という方針をとっても、そのシミュ

レーション自体を大量に実行することが難し

くなる。前章でいえば、観測データの不足と

計算コストが同時に現れる場面である。 

この課題に対して、転移学習——ある問題で

学習した知識を別の問題に引き継ぐ手法——

を用いた代理モデルの構築が試みられている。

考え方は比較的分かりやすい（図４）。まず、

計算コストの低い簡略な（低忠実度）モデル

で、多数の地震動に対する応答を計算し、地

震動と構造物応答の基本的な関係を AI に学

習させる。次に、その学習済みモデルを出発

図４ 転移学習による代理モデル構築の流れ 
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点として、少数の高忠実度解析の結果だけを

用いて補正し、高忠実度モデルの応答を予測

する代理モデルを構築する。低忠実度モデル

で得た知識を、高忠実度モデルの学習に引き

継ぐ（転移）わけである。実際にこの方法は、

20階建ての建物を対象に、少数の詳細解析か

ら各階の揺れを予測する代理モデルとして実

現されている。 

この例で大切なのは、AI モデルそのものの

中身が見えるかどうかではなく、それをどう

組み立てるかに専門的な判断が入っている点

である。たとえば、低忠実度モデルとして一

質点系——建物全体を一つのおもりとばねに

置き換えた最も単純なモデル——を選んだ背

景には、それが建物の最も基本的な揺れ方を

よく近似できるという工学的な見通しがある。

したがって、AI モデル単体は一見ブラックボ

ックスに見えても、低忠実度モデルと高忠実

度モデルの関係、地震動の多様性、応答の時

間的特徴、計算コストを踏まえて、AI を解析

の一部として設計しているのである。図３の

整理でいえば、観測データの不足をシミュレ

ーションで補い（第二の方向性）、そのシミ

ュレーションの計算コストを代理モデルと転

移学習で抑える（第三の方向性）試みにあた

る。 

５．２ 潜在空間とベイズ更新によるモデル

更新 

第二の例は、潜在空間とベイズ更新を用い

た構造モデル更新の研究である６、７）。構造

物の解析モデルは、設計時の材料特性や部材

寸法、境界条件などに基づいて作られる。し

かし実際の構造物には、施工誤差、材料のば

らつき、経年劣化、モデル化の単純化など、

さまざまな不確かさが含まれる。そのため、

観測データを用いて解析モデルのパラメータ

を更新し、現実の挙動に近づけることが重要

になる。これはモデル更新と呼ばれる問題で

ある。 

ここでベイズ更新を用いれば、既存の知識

を捨ててデータだけに委ねるのではなく、専

門知識を含む事前情報と観測データを統合し、

パラメータの不確かさまで含めて推定できる。

ただし、実際の構造物の応答は、単純な一つ

の数値ではなく、時間とともに変化する波形

や、多数の観測点で得られる高次元データで

あることが多い。これをそのまま比較しよう

とすると、大量のデータが必要になり、候補

となるパラメータごとに応答を評価する計算

コストも大きくなる。 

この課題に対して、変分オートエンコーダ
注４）などの生成モデルを用いて、高次元デー

タを潜在空間に写す方法が提案されている

（図５）。潜在空間とは、高次元データの主

要な特徴を、より少ない次元で表す空間であ

る。長い時刻歴応答波形をそのまま比較する

のではなく、その特徴を低次元の潜在変数と

して表し、その空間で観測データとシミュレ

ーションデータの近さを評価する。これによ

り、高次元データを直接扱うよりも、限られ

たデータから不確かさを評価しやすくなる。

さらにベイズ更新と組み合わせることで、一

つの最適なパラメータを求めるのではなく、

パラメータがどの範囲にあり得るのか、観測

によって不確かさがどの程度減ったのかを、

確率分布として表せる。これは説明性の要求

にも関わる。ここでいう説明性とは、AI の内

部を完全に解釈できるという意味ではなく、

結果を不確かさの範囲や、更新前後の変化と

して示せるという意味である。 

 この研究では、シミュレーションで作成し

た応答データから生成モデルを学習し、観測

データとシミュレーションデータを潜在空間

上で比較する。その比較結果をベイズ更新の

枠組みに組み込むことで、構造モデルのパラ

メータとその不確かさを更新する。非線形地

震応答解析モデルの更新や、高次元の時系列

データを扱う問題にも応用され、観測データ

と更新後のモデル応答がどの程度一致し、不

確かさがどの程度残るかを評価している。図

３の整理でいえば、シミュレーションでデー

タを作り（第二の方向性）、潜在空間によっ

図５ 潜在空間とベイズ更新によるモデル更新の
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て高次元データを低次元化して扱いやすくし

（第三の方向性）、ベイズ更新によって専門

知識と観測データを統合して不確かさを示す

（第一の方向性）——三つの方向性を組み合わ

せた例といえる。 

以上の二つの例に共通するのは、AI を専門

分野にそのまま持ち込むのではなく、専門分

野で生じる制約に合わせて使い方を設計して

いる点である。第一の例では、高忠実度解析

の計算コストを抑えつつ多数の地震動に対す

る応答を評価するために、転移学習と代理モ

デルが用いられた。第二の例では、限られた

観測データとシミュレーションから不確かさ

を含む構造モデルを更新するために、潜在空

間とベイズ更新が用いられた。 

これらは、AI の能力そのものを過大に評価

する例ではない。むしろ、AI が有効に働くた

めには、データ、計算、専門知識の関係をど

う設計するかが重要であることを示している。

専門分野における AI 活用とは、単に新しいモ

デルを導入することではなく、その分野の制

約に合わせて、データ、計算、理論、経験の

関係を組み直すことでもある。 

 

６．AI に何を任せ、何を人間が考えるのか 

  前章までに見てきたように、AI を用いる

ことで、これまで時間や費用の制約から十分

に扱えなかった問題に近づくことができる。

一方で、AI は学習データの範囲、計算資源、

モデル化の前提、そして対象分野の知識に強

く依存する。したがって問われるべきは、AI

によって何でも自動化できるかどうかではな

く、どの部分を AI に任せ、どの部分を人間が

考えるべきかを見極めることである。 

６．１ 作業の代替から、判断の設計へ 

AI の発展によって、相対的に価値が小さくな

る作業は確かにある。文章を整える、情報を

整理する、プログラムを書く、図表を作る、

ソフトウェアを操作する、計算環境を整える

——こうした作業は、すでに AI によって大きく

効率化されつつある。今後は、特定のソフト

ウェアを扱う細かな操作や、計算機・実験装

置を動かす手元の技巧も、ある程度は AI に補

助されていくかもしれない。その意味で、特

定の道具に詳しいこと、特定の作業を手早く

こなせること「だけ」の価値は、相対的に小

さくなっていく可能性がある。 

 しかし、これは専門性そのものが不要にな

るという意味ではない。むしろ、専門性の中

心が移っていくということだと思う。これま

で人間が直接行ってきた作業の一部を AI が

担うほど、人間には、その作業をなぜ行うの

か、どの条件で行うのか、得られた結果をど

う解釈するのかを判断する力が求められる。

AI が計算を速くこなし、もっともらしい結果

を示すようになるほど、その結果をどこまで

信頼し、どこから疑うべきかを決める人間の

役割は、かえって重くなる。本稿の冒頭で触

れた、見た目には自然な模擬地震動が、周波

数を調べると不自然な偏りを抱えていると見

抜くこと——それ自体が、ここでいう判断にほ

かならない。 

 専門分野で AI を使う場合、AI に任せるべ

きものは、単に人間にとって面倒な作業では

ない。どのデータを学習に用いるのか、どの

範囲を学習データの外側と考えるのか、どの

計算を高忠実度モデルとして残し、どの部分

を代理モデルで近似するのか、どの物理法則

や経験的知見をモデルに反映するのか。これ

らは、対象分野を理解していなければ判断で

きない。前章の二つの例も、まさにこうした

判断の積み重ねであった。第一の例では、ど

こに計算資源を割くか——低忠実度モデルで広

く学び、高忠実度解析は少数に絞る——という

設計が要であった。第二の例では、どの専門

知識を事前情報として与え、高次元の応答を

どの程度まで圧縮し、結果を不確かさとして

どう示すかが工夫されていた。AI を単なるブ

ラックボックスとして使うのではなく、制約

の中で AI をどこに、どのように組み込むかを

設計する。それが、これからの専門性の中心

になる。 

６．２ AI 時代に求められる専門性 

 このように考えると、AI 時代に重要になる

専門性とは、過去の経験をそのまま繰り返す

力ではない。また、経験年数が長いこと自体

が価値を持つわけでもない。とはいえ、経験

が不要だというのではない。必要なのは、積

み重ねた経験を客観的に整理し、判断の根拠

として使える形にする力である。ある条件で
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なぜこのモデルを使うのか、どの仮定は許容

でき、どの仮定は危険なのか、どの結果は物

理的に自然で、どの結果は再検討すべきなの

か。こうした判断基準を言語化し、モデル化

し、他者と共有できる形に整えることが、こ

れからの専門性の重要な役割になる。 

AI を用いれば、作業の速度は大きく上がる。

しかし、速くなることは、必ずしも判断の質

が上がることを意味しない。むしろ、短時間

で多くの結果が得られるようになるほど、そ

の中から何を採用し、何を棄て、どの方向に

探索を進めるのかを決める力が重要になる。

AI は候補を増やし、計算を補助し、複雑な関

係を近似することができる。しかし、何を目

的とし、何を制約とし、どの不確かさを許容

し、どのリスクを重く見るのかを決めるのは、

依然として人間の側である。 

 この点で、経験を積んだ専門家の役割は、

過去のやり方を守ることではない。むしろ、

自分たちの分野で蓄積されてきた知識を、AI

と接続できる形に整理することにある。経験

に基づく判断を、漠然とした勘や慣習のまま

にするのではなく、どのような条件で成り立

つ知識なのか、どのようなデータやモデルと

結びつけられるのかを明らかにする。AI を使

いこなすうえで求められるのは、単に経験が

多いことではなく、その経験を根拠ある判断

へと翻訳し、専門知と AI をつなぐ構想力であ

る。 

６．３ 次の世代に引き継ぐべきもの 

 専門性を身につける途上にある若い世代に

とっても、AI との向き合い方は重要である。

AI を使えば、文章作成、計算、プログラミン

グ、調査など、多くの作業を短時間で進めら

れる。これは大きな利点であり、AI を使わな

いこと自体に意味があるわけではない。しか

し、AI の出力を評価する基礎がなければ、そ

の答えが妥当なのか、どこに誤りがあるのか、

どの条件では使ってはいけないのかを判断で

きない。AI を使う力と、AI なしで考える基礎

力は、対立するものではない。むしろ、後者

があるからこそ、前者が意味を持つ。 

 したがって、次の世代に引き継ぐべきもの

は、単なる手順や操作方法だけではない。も

ちろん、基礎的な計算能力、実験や解析の経

験、ソフトウェアを扱う力は、今後も重要で

ある。しかしそれ以上に重要なのは、なぜそ

の方法を使うのか、どのような前提のもとで

結果を解釈するのか、どの条件では別の方法

を考えるべきなのかを判断する力である。AI

が作業の一部を担うほど、教育や研究の現場

では、手順そのものだけでなく、その背後に

ある考え方を意識して伝える必要がある。 

 筆者自身は、博士課程まで AI を用いずに学

んだ世代であり、いま、生成 AI を当たり前に

使う学生を指導する世代でもある。その立場

から見ると、AI を使う便利さと、それを評価

する基礎を身につけることの大切さは、決し

て矛盾しない。難しいのは、後者を、AI が答

えを出してくれる時代にどう伝えるかである。 

AI の時代に問われているのは、人間の役割が

残るかどうかではない。重要なのは、人間が

どのような判断を担い、どのような専門知を

AI と組み合わせて使うのかである。AI は専門

性を消すものではなく、専門性の使い方を変

えるものである。その変化を受け身で眺める

のではなく、自分たちの分野の問題に引き寄

せて、データ、計算、理論、経験をどう結び

つけるかを設計していくことが、これからの

研究や実務に求められるのではないだろうか。 

 

７．おわりに 

本稿では、研究現場から見た AI 活用の実情

と課題を考えてきた。AI について語られる言

葉は、その可能性が前面に出すぎることもあ

る。そこで本稿では、AI を万能の存在として

ではなく、研究や実務の中で用いられる一つ

の数理モデルとして捉え直すことを出発点と

した。 

AI がどれほど高度に見えても、それは学習

したデータの範囲に基づいてもっともらしい

出力を構成するモデルであって、人間に到達

できない真理を自由に発見しているわけでは

ない。AI が強力であることと、常に信頼でき

ることは同じではない。とくに、観測データ

が乏しく、計算コストが大きく、判断の誤り

が重い影響を持つ専門分野では、精度だけで

なく、どの範囲で信頼できるのか、既存の理

論や工学的知見とどう結びつけるのかを問う

必要がある。 
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AI の発展によって、人間の役割が単純に小

さくなるとは言えない。むしろ、AI が作業を

速く担うほど、どこまでを AI に任せ、どこか

らを人間が判断するのかを見極める力が重く

なる。AI 時代に求められる専門性とは、経験

の長さや作業の速さではなく、経験を判断の

根拠として整理し、AI の出力を検証しながら

目的に応じて使い分ける力である。 

AI は人間の専門性を不要にするのではな

く、その専門性をどこで、どのように使うの

かを問い直す契機になる。だからこそ、AI の

時代に必要なのは、華やかな未来像だけでも、

過度な警戒だけでもない。それはデータ、モ

デル、計算資源、そして人間の判断の上に成

り立つ道具であり、その前提を理解し、専門

知と組み合わせ、必要な場面で検証しながら

使うことで、初めて研究や実務を支える有効

な道具になる。AI に何を任せ、何を人間が考

えるのか——この問いを持ち続けることが、AI

を一時的な流行ではなく、研究や実務を支え

る道具として使いこなすための出発点になる

のではないだろうか。 

 

（脚注） 

注１） 敵 対 的 生 成 ネ ッ ト ワ ー ク （ Generative 

Adversarial Network, GAN）。本物そっくりの

データを作ろうとする「生成役」と、それ

を見破ろうとする「判定役」を競わせる——

いわば贋作者と鑑定士を競わせる——ことで、

しだいに本物と見分けのつかないデータを

作れるようにする生成モデルの一種。 

注２） Physics-informed neural network（PINN）。ふ

つうの AI はデータだけから学習するが、

PINN は物理法則（支配方程式）も守るよう

に学習させる点に特徴がある。これにより、

データに合うだけでなく、物理的にも筋の

通った答えを得ようとする深層学習の枠組

みである３）。  

注３） ベイズ的な方法では、あらかじめ分かって

いること（事前知識）を出発点とし、観測

データが得られるたびに見立てを少しずつ

修正していく。結果は一つの値ではなく、

「どの範囲に、どのくらいの確からしさで

収まりそうか」という幅のある形で表せる。 

注４） 変 分 オ ー ト エ ン コ ー ダ （ Variational 

Autoencoder, VAE）。複雑なデータを少数の

特徴（潜在変数）に「要約」し、その要約

から元のデータをほぼ復元できるように学

習する生成モデルの一種。データの本質的

な特徴を少ない情報でつかむための道具で

ある。 
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